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Abstract. Works published before have clustered Lattes curricula from science,
technology and innovation’s field’s professionals through the application of data
clustering algorithms [1]. The clusters generated by this process have evidenced
information about the field they were working in and which of them were on the
same field. The current project extends what have been done by analyzing the
impact onto quality and performance caused by the consideration of the temporal
aspect of the data in the curricula clustering. The inclusion of time in this
application comes from the evidence found in the literature that the expertise
retrieval applications have benefit from this inclusion [3]. The effort comes from
the fact that professionals that worked in some research field in the past might no
longer work on the same subject.

Resumo. Trabalhos realizados anteriormente, através de algoritmos de clustering
de dados, agruparam curriculos Lattes de profissionais da drea de ciéncia,
tecnologia e inovagdo [1]. Os grupos gerados por esse processo evidenciavam
informagoes sobre a drea de atuagdo desses profissionais e quais pertencem a uma
mesma area. O presente trabalho estende o que foi realizado ao analisar o impacto
de qualidade e performance causado pela consideragado do fator tempo no processo
de agrupamento dos curriculos. A inclusdo da temporalidade vem da evidéncia na
literatura de que aplicagoes de busca por competéncias se beneficiaram da mesma
[3]. A aplicagdo da-se pelo fato de que profissionais que atuaram em determinada
area do conhecimento no passado podem ndo ser mais atuantes na mesma.

1. Introducao

Dados sao elementos chave de sistemas computacionais [4]. A importancia dos
computadores nas atividades humanas, somada ao grande avango tecnologico dos recursos
computacionais e sua consequente reducdo de custos, trouxe como consequéncia um estado
de geragdo rapida, variada e massiva de dados [4].

Produzir dados ndo garante por si s6 que informagado seja adquirida a partir deles e
que algum conhecimento seja obtido a partir dessa informagao. Para preencher essa lacuna,
surgiram diversas disciplinas que se propdem a tratar os dados de forma a torna-los tuteis para



0 uso humano em suas diversas aplicagdes. Entre elas, a Analise de Dados e suas diversas
técnicas [7].

Uma importante técnica para o escopo deste trabalho ¢ a Mineragao de Dados (do
inglés data mining). Ela consiste do processo de descoberta de padrdes interessantes acerca
de uma grande quantidade de dados [2]. Uma dos métodos de Mineragdo ¢ o agrupamento
(clustering), que procura particionar os dados evidenciando grupos que concentram todas
aquelas amostras que demonstram comportamentos similares em relagdo a determinadas
propriedades [2]. O agrupamento ¢ um dos temas centrais deste trabalho.

A fonte de dados utilizada neste trabalho sdo curriculos da plataforma Lattes, que
retne bases de dados de curriculos profissionais da area de pesquisa, desenvolvimento e
inovagdo no Brasil. A informagdo que sera buscada a partir deles sao as competéncias dos
autores desses curriculos.

Este trabalho parte da obra "CALC: Agrupamento de Perfil Cientifico por Afinidade
de Areas de Conhecimento Utilizando Curriculos Lattes", por Bernardo de Farias Esteves
(2015). A introdugdo do aspecto temporal ao problema que ja havia sido abordado no projeto
CALC da-se com base em linhas recentes de pesquisa que propdem que o tempo € um fator
com alto teor de relevancia para avaliar a pericia da qual um profissional dispde em relagao
auma area [3].

2. Descri¢cao do Processo

As atividades deste trabalho seguem as etapas definidas pelo processo de KDD (Knowledge
Discovery in Databases - Descoberta de Conhecimento em Bancos de Dados). Esse processo
foi desenvolvido para servir de ferramenta a auxiliar na extragdo de informagdes uteis do
grande volume de dados digitais produzidos atualmente e, principalmente, de dados que, se
considerados individualmente, possuam baixo teor informativo [6].

O KDD ¢ composto por 5 fases que se fazem presentes no procedimento deste
trabalho  (sele¢do, pré-processamento, transformagdo, mineragcdo de dados,
interpretagdo/avaliagdo) que, embora propostas nessa sequéncia, sdo organizadas de maneira
diferente conforme as necessidades do projeto, o que ndo afeta o resultado.

2.1. Selecao

A primeira etapa que o KDD sugere ¢ a selegdo, dentre todo o conjunto de dados disponivel,
daqueles que sdo relevantes para a produgcdo do conhecimento. Essa etapa também pode
considerar a sele¢dao de dados adicionais de fontes externas [4].

O primeiro aspecto dessa etapa, em relacdo ao procedimento deste projeto, foi a
defini¢do da informacdo que se pretende extrair do conjunto de dados sobre os quais sera
trabalhado, ou seja, “o que queremos saber sobre os dados?”.

A resposta a essa pergunta herda seus fundamentos do projeto executado
anteriormente por Esteves (2015), onde a resposta era “a area de atuagdo de um dado
profissional” ou “quais profissionais atuam na mesma area”. Mas no caso atual a resposta se
expande: queremos saber dos dados quais profissionais atuaram (ou tém competéncia) na
mesma area em um mesmo momento do tempo.



A partir da diferenca dessas propostas, foi decidido que o tCALC deveria tratar a
etapa de Selecdao de maneira diferente, buscando campos que evidenciassem as informagdes
sobre area de atuagao e periodo de atuagdo em paralelo. Para isso, decidiu-se utiliza a secao
referente as publicagdes do profissional, que trazia essas informagdes de maneira consistente,
mais especificamente os campos ‘TITULO-DO-ARTIGO’ e ‘ANO-DO-ARTIGO’.

Como ja se esperava, essa escolha mostrou fragilidades desde os primeiros
experimentos que seguiram sua implementacado. A pequena quantidade de dados disponivel
nesses dois atributos impactou diretamente na qualidade do agrupamento. Para melhorar isso,
a base de dados Lattes Expertise Retrieval (LExR) [8] foi escolhida para a obtengdo de dados
adicionais acerca dos artigos considerados na entrada.

2.2. Pré-Processamento

E indicado que haja um tratamento adequado dos dados, sejam eles estruturados ou nio, antes
do processo de mineracao [5]. No caso do projeto tCALC as atividades de pré-processamento
se limitam a acdo conhecida como remogao de stopwords. Essa acdo ¢ bastante comum em
mineracdo de dados textuais e consiste na remocdo daquelas estruturas das linguagens
naturais que conectam as ideias dentro de uma frase mas que, por si s6, nao apresentam muito
valor semantico para a mineracao. Exemplos comuns desses conectivos sdo as preposicoes,
artigos e pronomes [10].

2.3. Transformacao

Apos a fase de pré-processamento garante-se que os dados tenham adquirido uma condig¢ao
consistente, mas ndo garante que eles estejam prontos para a mineracdo. A Ultima ag@o a ser
tomada antes de aplicar os algoritmos de mineracao deve ser a transformacao dos dados de
seu formato original em um que os algoritmos de mineragdo aceitem como entrada, o que
costuma variar entre diferentes implementagoes [5].

O tCALC executa a transformacdo através da exportacdo dos dados referentes ao
campos ‘TITULO-DO-ARTIGO’ e ‘ANO-DO-ARTIGO’ para arquivos em disco. Apds isso,
¢ feita uma consulta no banco de dados referente ao LExR para cada artigo, incluindo no
arquivo de texto as palavras-chave e areas obtidas da base de dados.

2.4. Mineracao

Esta ¢, provavelmente, a etapa mais sofisticada do ponto de vista computacional no KDD.
Segundo Fayyad et al (1996), a “minera¢do de dados ¢ a aplicacdo de algoritmos especificos
para extrair padrdes a partir de dados”.

A mineragdo pode ser feita de diversas formas, através de diversas técnicas e ainda,
cada técnica pode ser implementada por algoritmos diversos e por vezes bem distintos [4]. A
técnica abordada no procedimento deste trabalho foi idealizada por Esteves (2015) e consiste
no agrupamento de dados usando os algoritmos BestStar e K-medoids implementados pelo
URSA, um framework que oferece algoritmos para célculo de similaridade e agrupamento
de dados e que permite a aplicagdo dessas funcionalidades sobre diversos tipos de dados [1].



O tCALC, aexemplo do CALC, utiliza o algoritmo BestStar inicialmente para estimar
uma quantidade 6tima de clusters a serem gerados para o conjunto de dados de entrada. Essa
etapa ¢ uma preparagao para a execugdo do K-medoids ja que esse segundo algoritmo espera
que seja fornecida como entrada a quantidade de clusters que serdo gerados para os dados,
enquanto o BestStar ndo precisa dessa informagao [1].

2.5. Analise/Interpretacao

A ultima fase do processo ¢ mais dependente de interven¢ao humana que as demais. As saidas
dos algoritmos da fase anterior sdo tratadas de forma a evidenciar as informagdes obtidas
através de graficos ou qualquer outro tipo de representacdo que seja mais simpatica a analise
humana [4].

Apos a disponibilizacao visual desses resultados, € necessario que o analista os avalie
e compare na tentativa de obter informacgdes evidenciadas pelos padrdes formados ou,
mediante a devida constatacao, decida pela alteragao do processo para uma nova tentativa de
KDD [4].

Neste projeto, a aplicagdo gera como saida do agrupamento uma hierarquia de
diretorios no sistema de arquivos que revelam os clusters formados. Essa arvore de diretorios
se organiza com uma raiz chamada Clusters, dentro da qual existem pastas referentes a cada
periodo de tempo considerado no agrupamento ¢ denominadas com base no primeiro ano do
intervalo considerado (por exemplo, a pasta referente ao triénio 2010-2012 ¢ denominada
2010). Dentro da pasta de cada ano estao diretorios numerados referentes aos clusters gerados
nos quais estdo os curriculos Lattes atribuidos a esses grupos.

As analises deste projeto foram feitas com base na saida descrita acima a fim de gerar
deducdes sobre a qualidade dos clusters gerados e da possibilidade de aprimorar o processo
para melhorar os resultados.

3. Experimentos

A amostra de curriculos utilizada possui 206 arquivos contendo curriculos Lattes no formato
XML de pesquisadores de programas de pos-graduacdo da UFSC das areas: agronomia,
aquicultura, bioquimica, ciéncia da computacao, ciéncias humanas, enfermagem, engenharia
de alimentos, engenharia civil, engenharia mecénica, farmécia, farmacologia, filosofia,
fisica, historia, literatura e quimica. Essa amostra foi a mesma utilizada na implementagao
do CALC e foi escolhida pelo autor daquele projeto de forma a possuir elementos de areas
distintas mas também de areas com alguma semelhanga para analisar efeitos que mudangas
nos parametros causariam aos resultados do agrupamento [1].

Os curriculos da amostra sdo identificados pelos nomes das dareas aos quais
pertencem, seguidos de nimeros para diferenciar uns dos outros (por exemplo, Agronomia 3
ou Aquicultura 1). Alguns outros curriculos, pertencentes a profissionais de Ciéncia da
Computacdo, sdo denominados com os nomes dos profissionais que retratam. Essas
estratégias foram tomadas para permitir que, na etapa de Andlise, seja possivel distinguir
quais clusters possuem curriculos semelhantes de fato [1].



3.1. Experimentos sem LExR

Nesta fase os experimentos foram elaborados buscando avaliar a qualidade do agrupamento
ainda sem a intergracdo com a base de dados externa e, para isso, utilizou-se o lote de
amostras com 206 curriculos.

O experimento realizado, considerou tri€nios para agrupamento. Ou seja, fez um
agrupamento para cada triénio contido no periodo no qual a amostra trouxe artigos
publicados.

3.2. Experimentos com LExR

Os experimentos desta etapa foram bastante semelhantes aos anteriores, visto que a Unica
mudanca — embora substancial — foi a adi¢ao dos dados da base de dados externa LEXR no
processo. Com os dados adicionais de palavras-chave e areas dos artigos do Lattes, foi
possivel aumentar a expressividade dos dados de entrada.

A proxima subsecdo se preocupa em avaliar a qualidade alcangada nesses
experimentos.

3.3. Analise de Resultados

A andlise dos resultados deste projeto da-se de forma puramente argumentativa com base nos
experimentos apresentados.

Os curriculos fornecidos como entrada da aplicagdo foram nomeados com as areas dos
profissionais que eles representam com o intuito de facilitar a observagao de clusters gerados
com sucesso ou ndo. A argumentacdo presente nestas analises parte da definicdo que as
seguintes areas presentes no conjunto de entrada sio mutuamente proximas no ponto de vista
da engenharia de conhecimento:

e (Quimica, Bioquimica, Farmacia e Farmacologia;
Agronomia e Aquicultura;
Ciéncias Humanas, Filosofia, Historia e Literatura;
Fisica e Engenharia Civil;
Fisica e Engenharia Mecanica;
Fisica e Quimica;
Quimica, Fisica e Engenharia de Alimentos.

Outras relagdes nao listadas podem ser verdadeiras mas ndo foram consideradas nas
analises a seguir.

As analises foram feitas para todos os clusters gerados nos experimentos e levaram
em consideragdo a taxa de agrupamentos bem-sucedidos — ou seja, aqueles que colocam em
um mesmo grupo curriculos de areas proximas conforme a lista acima — e, para quando
ocorrer, a quantidade de subgrupos formados no cluster. Os resultados com ou sem a
integracdo com LEXR sdo comparados ao final de cada experimento.

Os dados abaixo dizem respeito ao triénio entre 2011 a 2013. E foram obtidos pela
implementagdo sem uso do LExR:



e (Quantidade total de curriculos: 165;
e Quantidade total de clusters: 11;
e (Quantidade de curriculos agrupados corretamente: 127;
e Quantidade de curriculos agrupados incorretamente: 38;
e (Quantidade de subgrupos: 10 divididos entre 4 grupos;
e Taxa de sucessos: 77%;
e Taxa de fracassos: 23%.

Os dados obtidos pela execucao integrada ao LExR sao:
e (Quantidade total de curriculos: 165;
e Quantidade total de clusters: 14;
e (Quantidade de curriculos agrupados corretamente: 142;
e (Quantidade de curriculos agrupados incorretamente: 23;
e (Quantidade de subgrupos: 16 divididos entre 7 grupos;
e Taxa de sucessos: 86%;
e Taxa de fracassos: 14%.

Portanto, com base nas varidveis enumeradas acima, pode-se concluir que ha uma
melhora com o uso do LExR no experimento. A taxa de sucessos de 86% ¢ considerada
satisfatoria visto as limitagdes apresentadas pela base de dados tais como a escassez de
termos e campos com informacdo temporal. A grande quantidade de subgrupos evidencia
que, se fosse assumido um numero maior de grupos, esses subgrupos se manifestariam como
grupos por si s6, o que indica que a quantidade 6tima de grupos deve ser maior que a
escolhida pelo algoritmo. Isso pode abrir espaco para otimizagdes no processo.

4. Consideracoes Finais

A aplicagdo produzida juntamente com esta obra se preocupou, a exemplo de sua antecessora,
em oferecer a solugdo a uma demanda inerente a proposta da plataforma Lattes, o que
literatura chama de expertise retrieval ou recuperagdo de especialidades em uma tradugao
livre. Além disso, o projeto em si buscou apresentar a importancia da mineragdo de dados,
da descoberta de conhecimento e da analise de competéncias.

Até esses requisitos apresentados anteriormente, o projeto tCALC apenas expandiu o
que ja havia sido abordado no CALC. A diferenca fundamental e que permitiu que um novo
escopo fosse trabalhado — o aspecto temporal — foi abordada com protagonismo compativel
com a relevancia dela para o problema apresentado. Ao optar-se por levar em consideragdo
0 tempo no expertise retrieval, a proposta muda radicalmente tal como os resultados
atingidos. E isso foi o que este projeto se preocupou em deixar claro através de seus capitulos
de experimentos e analises.

Ainda ha muito o que ser produzido pela comunidade cientifica nas areas as quais
este trabalho pertence. Ainda assim, a expectativa € de que, de alguma forma, esta obra tenha
contribuido, seja para gerar conhecimento acerca do assunto ou motivagao para que outros
projetos avancem cada vez mais o estado da arte.
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